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Abstract—News as one kind of information that is needed in 

daily life has been available on the internet. News website often 

categorizes their articles to each topic to help users access the 

news more easily. Document classification has widely used to do 

this automatically. The current availability of labeled training 

data is insufficient for the machine to create a good model. The 

problem in data annotation is that it requires a considerable cost 

and time to get sufficient quantity of labeled training data. A 

semi-supervised algorithm is proposed to solve this problem by 

using labeled and unlabeled data to create classification model. 

This paper proposes semi-supervised learning news classification 

system using Self-Training Naive Bayes algorithm. The feature 

that is used in text classification is Word2Vec Skip-Gram Model. 

This model is widely used in computational linguistics or text 

mining research as one of the methods in word representation. 

Word2Vec is used as a feature because it can bring the semantic 

meaning of the word in this classification task. The data used in 

this paper consists of 29,587 news documents from Indonesian 

online news websites. The Self-Training Naive Bayes algorithm 

achieved the highest F1-Score of  94.17%. 

 
Intisari—Berita sebagai salah satu jenis informasi yang 

dibutuhkan dalam kehidupan sehari-hari telah tersedia secara 

bebas di internet.  Situs berita telah melakukan pengelompokan 

berita berdasarkan topiknya untuk mempermudah pengguna 

mencari berita yang dibutuhkan. Klasifikasi dokumen telah 

banyak digunakan untuk membantu pengelompokan berita 

secara otomatis. Kurang tersedianya data pelatihan yang cukup 

untuk digunakan komputer membentuk model klasifikasi yang 

baik sering menjadi kendala dalam implementasi di kasus nyata. 

Masalah utama dalam pelabelan data pelatihan agar diperoleh 

jumlah data yang cukup adalah perlunya biaya yang besar dan 

waktu yang cukup lama. Algoritme semi-supervised telah 

ditawarkan untuk menjawab permasalahan tersebut dengan 

menggunakan data berlabel dan tak berlabel dalam membentuk 

model klasifikasi yang dibutuhkan. Makalah ini mengusulkan 

sistem klasifikasi berita menggunakan semi-supervised learning 

dengan algoritme Self-Training Naive Bayes. Fitur yang 

digunakan dalam klasfikasi teks ini adalah model Word2Vec 

Skip-Gram. Model ini banyak digunakan untuk 

merepresentasikan kata dalam penelitian terbaru di bidang 

linguistik komputasi atau text mining. Alasan utama 

digunakannya Word2Vec adalah dapat menambahkan makna 

semantik dari kata dalam proses klasifikasi. Data yang 

digunakan dalam klasifikasi ini adalah data berita bahasa 

Indonesia dengan jumlah 29.587 dokumen. Hasil percobaan Self-

Training Naive Bayes memiliki nilai F1-Score terbaik sebesar  

94,17%. 

 
Kata Kunci— Kategorisasi Berita, Word2Vec, Skip-Gram, Self-

Training, Naive Bayes,  Semi-supervised Learning, Bahasa 

Indonesia. 

I. PENDAHULUAN 

Perkembangan teknologi internet di Indonesia telah 

menyebabkan pertumbuhan jumlah data dan pengguna. Di 

situs Statistia pada tahun 2015 pengguna internet tercatat 

34,61%, meningkat menjadi 39,7% di tahun 2017, dari total 

jumlah penduduk di Indonesia [1].  

Salah satu informasi yang paling banyak dicari adalah 

berita. Teknologi internet dapat menyebabkan berita dapat 

disampaikan lebih mudah. Munculnya banyak situs berita 

yang ada di Indonesia menyebabkan pertumbuhan berita yang 

cepat, banyak, dan tidak terkelompok. Situs news aggregator 

saat ini telah banyak berkembang dan telah secara otomatis 

melakukan pengelompokan berita berdasarkan topik yang 

sesuai [2]. Kategorisasi berita tersebut dibantu oleh komputer 

dengan algoritme klasifikasi dokumen.  

Klasifikasi dokumen dalam supervised learning 

membutuhkan data pelatihan yang cukup untuk mendapatkan 

hasil yang baik. Jumlah data pelatihan yang tersedia tidak 

mencukupi jika dibandingkan dengan cepatnya pertumbuhan 

data saat ini [3]. Hal ini disebabkan oleh proses pelabelan data 

pelatihan yang membutuhkan biaya besar dan waktu relatif 

lama [4]. Metode semi-supervised learning dikembangkan 

untuk menjawab permasalahan tersebut.  

Semi-supervised learning menggunakan data pelatihan 

yang berlabel dan data tak berlabel dalam proses pembelajaran 

dalam algoritme klasifikasi. Data tak berlabel dapat diperoleh 

dengan mudah dan dipercaya dapat membantu algoritme 

klasifikasi untuk menghasilkan model klasifikasi yang baik. 

Pendekatan semi-supervised learning telah banyak digunakan 

di bidang text mining dan klasifikasi teks [3], [5].   
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Fokus makalah ini adalah klasifikasi topik berita bahasa 

Indonesia dengan metode semi-supervised learning, yaitu 

Self-Training. Algoritme klasifikasi yang digunakan dalam 

makalah ini adalah Naive Bayes. Naive Bayes umum 

digunakan dalam klasifikasi teks dan memiliki kinerja yang 

cukup baik [6]. Fitur yang digunakan dalam klasifikasi 

dokumen berita adalah Word2Vec Skip-Gram. Model ini 

digunakan sebagai fitur dalam klasifikasi karena dipercaya 

dapat menambahkan makna semantik dari kata dalam proses 

klasifikasi [7]. 

Penjabaran dari detail makalah ini akan dibagi menjadi 

lima bagian. Bagian pertama menjabarkan pendahuluan dan 

latar belakang. Bagian kedua menjabarkan penelitian terkait 

dengan kategorisasi teks. Bagian ketiga dan keempat 

menjabarkan metode klasifikasi teks dan hasil uji coba, 

sedangkan bagian kelima berisi kesimpulan. 

II. APLIKASI-APLIKASI KATEGORISASI TEKS 

Kategorisasi teks telah diaplikasikan secara luas pada 

beberapa bidang di dunia, antara lain kategorisasi artikel 

sebuah situs dan opini dari seseorang. Sebuah penelitian 

melakukan klasifikasi teks artikel situs bahasa China [8]. 

Penelitian lain mengkategorikan tulisan opini seseorang dalam 

bahasa Inggris menjadi positif atau negatif [9].  
Penelitian yang lalu telah menggunakan berbagai 

pendekatan metode, di antaranya supervised learning, 
unsupervised learning, dan semi-supervised learning. 
Klasifikasi emosi dari teks dengan metode supervised 
learning, yaitu k-Nearest Neighbour (k-NN) telah dilakukan 
[10]. Penelitian lain melakukan kategorisasi teks dengan 
menggunakan struktur laten dan metode unsupervised 
learning dengan algoritme Self Organizing Map [11]. 
Klasifikasi teks dengan pendekatan semi-supervised learning 
Co-Training untuk dokumen website akademik dan email juga 
telah dilakukan [12], [13]. Penelitian lainnya telah membentuk 
model klasifikasi teks menggunakan teks dari sebuah situs 
sebagai data pelatihan dengan pendekatan Self-Training [14].  

Penelitian kategorisasi teks di bahasa Indonesia diterapkan 

di berbagai bidang, di antaranya adalah klasifikasi keluhan di 

sebuah instansi pemerintah [15], klasifikasi berita bahasa 

Indonesia [16], dan identifikasi personality dari tweet 

seseorang di sosial media Twitter [17]. Penggunaan beberapa 

jenis algoritme machine learning untuk klasifikasi dokumen 

di bahasa Indonesia telah diusulkan dalam penelitian 

sebelumnya. Naive Bayes digunakan untuk melakukan 

klasifikasi artikel Wikipedia Bahasa Indonesia untuk 

menentukan artikel terkait dengan hewan atau tumbuhan 

dalam pembentukan ontology [6]. Algoritme Support Vector 

Machine (SVM) telah diguanakan untuk melakukan klasifikasi 

pesan di sosial media menjadi empat kategori, yaitu netral, 

positif, negatif, dan pertanyaan [18].  

Fitur yang umum digunakan dalam klasifikasi teks adalah 

bag-of-words, tetapi saat ini word vector diusulkan sebagai 

cara baru untuk merepresentasikan kata di bidang pengolahan 

bahasa alami. Word vector dibentuk dengan bantuan Neural 

Network. Teknik ini diusulkan dengan nama Word2Vec [19]. 

Terdapat dua buah model yang diusulkan, yaitu Continuous 

Bag-of Words (CBOW) dan Skip-Gram. 

Pemanfaatan Word2Vec sebagai fitur dalam klasifikasi 

dokumen di bahasa Inggris telah diusulkan oleh dua peneliti 

[7], [20]. Hasil penggunaan Word2Vec sebagai fitur di 

penelitian yang lalu memiliki kinerja lebih baik jika 

dibandingkan dengan teknik representasi yang lain [20]. 

Penggunaan Word2Vec untuk klasifikasi dokumen berita di 

bahasa Indonesia juga telah diusulkan [2]. Hasil percobaan 

klasifikasi di bahasa Indonesia memberikan angka F1-Score 

terbaik, yaitu 81,10% dengan model yang digunakan adalah 

Skip-Gram dengan dimensi 200. 

Penelitian terkait dengan kategorisasi teks di bahasa 

Indonesia telah banyak dilakukan dengan metode supervised 

dan unsupervised learning. Kebutuhan jumlah data pelatihan 

yang cukup menjadi masalah utama sehingga diusulkan 

metode semi-supervised learning untuk klasifikasi berita 

bahasa Indonesia pada makalah ini. Usulan metode semi-

supervised learning yang dipilih adalah algoritme Self-

Training [14] dan representasi fitur yang digunakan adalah 

Word2Vec dengan average pooling [20].  

Kontribusi yang diberikan pada makalah ini adalah 

diusulkannya metode semi-supervised learning dalam 

klasifikasi berita bahasa Indonesia. Metode yang ditawarkan 

memiliki kelebihan, yaitu sedikitnya penggunaan jumlah data 

pelatihan berlabel jika dibandingkan dengan pendekatan-

pendekatan supervised learning pada penelitian sebelumnya. 

III. KLASIFIKASI BERITA DENGAN ALGORITME  SELF-TRAINING 

NAIVE BAYES 

Proses dari penelitian ini dibagi menjadi tiga subproses, 

yaitu preprocessing atau pembentukan daftar kata, 

pembentukan vektor dokumen sebagai fitur klasifikasi, dan 

pembentukan model atau klasifikasi topik berita dengan 

algoritme Self-Training Naive Bayes. Urutan langkah setiap 

proses secara runut diperlihatkan pada Gbr. 1. 

A. Preprocessing untuk Mendapatkan Daftar Kata di 

Dokumen 

Hingga penelitian ini selesai dilakukan belum ditemukan 

data publik yang telah divalidasi dan dapat digunakan sebagai 

standardisasi data untuk penelitian kategorisasi berita di 

bahasa Indonesia. Oleh sebab itu, makalah ini menggunakan 

data dari sumber yang sama dengan penelitian sebelumnya 

[21]. Jumlah data set yang digunakan adalah 29.587 berita 

dari situs berita CNN Indonesia yang terdiri atas lima kategori 

topik, yaitu teknologi, hiburan, ekonomi, olahraga, dan politik.  

Proses akuisisi berita dibantu dengan sebuah crawler 

sederhana. Ekstraksi isi berita dari setiap halaman situs berita 

dibantu dengan rule dan regular expression. Untuk 

mendapatkan daftar kata dari sebuah halaman situs, dilakukan 

beberapa proses sebagai berikut. 

1) Tokenisasi: Proses tokenisasi pada dokumen dilakukan 

dengan bantuan regular expression. Tujuan proses ini adalah 

untuk mengeliminasi karakter-karakter tanda baca atau 

nonalfanumerik sehingga didapatkan hanya sekumpulan kata-

kata yang terdapat di dalam dokumen. Proses ini dilengkapi 

dengan case folding untuk mengubah seluruh kata atau token 

dalam bentuk yang sama, yaitu huruf kecil. 

159



 JNTETI, Vol. 7, No. 2, Mei 2018 

ISSN 2301 – 4156  Joan Santoso: Self-Training Naive Bayes Berbasis ... 

2) Pembuangan Stopword: Proses ini dilakukan untuk 

mengeliminasi kata-kata yang sering muncul di dalam 

dokumen. Daftar stopword yang digunakan diperoleh dari 

Talla [22]. 

 

Gbr. 1 Alur proses klasifikasi teks dengan self-training. 

B. Pembentukan Vektor Dokumen sebagai Fitur Klasifikasi 

Kelemahan penggunaan bag-of-words sebagai fitur 

klasifikasi teks adalah ukuran/dimensi yang besar. Jumlah 

fitur yang besar dapat menurunkan kinerja dari algoritme 

klasifikasi yang digunakan, karena tidak semua fitur tersebut 

relevan [23]. 

Word vector diusulkan sebagai salah satu metode untuk 

merepresentasikan kata dengan kelebihan strukturnya yang 

padat dan dipercaya dapat memberikan makna semantik. 

Word2Vec merupakan model yang populer digunakan, terdiri 

atas dua jenis, yaitu Continuous Bag-of Words (CBOW) dan 

Skip-Gram. Beda antara Skip-Gram dan CBOW terletak pada 

arsitektur Neural Network dan cara pembentukan model dari 

masing-masing jenis. Skip-Gram memberikan masukan kata 

dan meminta Neural Network untuk menebak kata-kata yang 

muncul di sekitar kata masukan. Untuk arsitektur CBOW, 

Neural Network digunakan untuk menebak sebuah kata 

dengan masukan adalah kata sekitar dari kata yang ditebak. 

Model word2vec yang digunakan adalah Skip-Gram. Skip-

Gram memiliki kelebihan yaitu lebih sesuai untuk kata-kata 

yang jarang muncul dibandingkan CBOW [24]. Alasan 

mendasar pemilihan model Skip-Gram adalah terdapat variasi 

kata dengan jumlah yang banyak, sehingga dikhawatirkan 

akan terjadi kemunculan kata yang jarang dijumpai. 

Penggunaan Skip-Gram pada permasalahan ini dinilai lebih 

tepat dibandingkan dengan CBOW.   

Arsitektur dari Skip-Gram ditunjukkan pada Gbr. 2, yaitu 

terdiri atas sebuah lapisan tersembunyi Neural Network. 

Pembentukan model Skip-Gram dipengaruhi oleh beberapa 

parameter, di antaranya jumlah dimensi dari neuron (yang 

disebut dengan variabel d) dan jumlah window kata (yang 

disebut dengan variabel t) yang digunakan.  

 

Gbr. 2 Ilustrasi model Neural Network untuk Word2Vec Skip-Gram [19]. 

Jika sebuah dokumen dilambangkan dengan D dan setiap 

kata yang ada di dalam dokumen tersebut dilambangkan 

dengan wi dengan i merupakan indeks kata di dalam dokumen, 

dan N adalah jumlah kata yang ada di dalam dokumen, maka 

sebuah dokumen dapat dimodelkan dengan 

D={w1,w2,w3,...,wN}. Proses pelatihan Neural Network dari 

model Skip-Gram jika diberikan nilai window t = 3, maka 

untuk setiap wi akan digunakan sebagai masukan dari Neural 

Network untuk menebak sekumpulan kata dari wt-i,...,wt+i, yaitu 

wi-3,...,wi+3. Fungsi objektif yang digunakan dalam pelatihan 

Neural Network dituliskan pada (1) dan (2).  

 ( )   
 

 
 ∑ ∑     (    |  )           

 
     (1) 

 (  |  )   
 
(              )

∑  (          ) 
   

. (2) 

Variabel vw dan v’w  adalah representasi vektor masukan dan 

keluaran dari sebuah kata w. Variabel m adalah jumlah kata 
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unik yang ada di daftar kosakata. One-hot encoding digunakan 

sebagai representasi kata dari masukan dan keluaran menjadi 

sebuah vektor. Vektor one-hot encoding tersebut memiliki 

ukuran/dimensi sejumlah kata unik yang ada di dalam 

kumpulan dokumen dan akan bernilai satu pada indeks kata 

tersebut.  

Dua model optimasi pada pembentukan Word2Vec adalah 

hierarchical softmax dan negative sampling. Negative 

sampling merupakan algoritme optimasi yang lebih efisien 

dibandingkan hierarchical softmax [24]. Pertimbangan 

tersebut menyebabkan optimasi negative sampling digunakan 

dalam makalah ini.  

Pembentukan model Skip-Gram pada makalah ini 

menggunakan parameter jumlah window adalah 10. Jumlah 

data yang digunakan adalah 308.227 artikel dengan 295.485 

kata unik dari artikel Wikipedia bahasa Indonesia yang telah 

diproses menjadi teks bersih. Ukuran/dimensi Word2Vec yang 

dihasilkan beraneka ragam, mulai dari 100 sampai dengan 500. 

Model hasil pelatihan Neural Network adalah sebuah 

matriks Memb dengan ukuran sebesar m x d. Variabel d adalah 

jumlah dimensi vektor kata dari Word2Vec. Untuk 

mendapatkan sebuah vektor dari kata, vektor one-hot vw dari 

sebuah kata w dikalikan dengan matriks Memb. Persamaan (3) 

menjabarkan cara vektor kata, yang dilambangkan dengan 

variable vembedding, diperoleh. 

             
       . (3) 

Fitur yang digunakan dalam klasifikasi dokumen dalam 

makalah ini adalah nilai rata-rata setiap elemen vektor kata 

yang diperoleh dari Word2Vec [20]. Persamaan untuk 

mendapatkan vektor dokumen dituliskan melalui (4).  

     
∑   

  
   

 
. (4) 

Variabel embi adalah nilai vektor dokumen untuk dimensi 

ke-i. Variabel n bernilai jumlah kata yang ada di dalam 

dokumen. vi
j adalah isi elemen ke-i dari representasi vektor 

kata ke-j. Dari (4) tersebut didapatkan sebuah vektor dokumen 

vdoc = [emb1, emb2, emb3, …, embd] sebagai model representasi 

dari sebuah dokumen berita. 

Kelemahan penggunaan Word2Vec terletak pada model 

vektor kata yang dihasilkan hanya terbatas untuk daftar kata 

yang muncul di dokumen pelatihan. Untuk mengatasi kata 

yang tidak terdapat dalam daftar kosakata di Word2Vec, maka 

setiap kata tersebut digantikan dengan vektor sepanjang 

dimensi modelnya yang seluruh elemennya bernilai nol.  

C. Algoritme Self-Training Naive Bayes 

Algoritme yang digunakan dalam klasifikasi dokumen di 

makalah ini disebut Self-Training Naive Bayes. Nama tersebut 

diambil dari penggabungan dua buah algoritme, yaitu Naive 

Bayes dan Self-Training. Self-Training digunakan untuk 

membantu Naive Bayes membentuk model klasifikasi dengan 

memanfaatkan data pelatihan berlabel dan data tak berlabel. 

Self-Training merupakan algoritme semi-supervised 

learning yang umum dan sederhana di semi-supervised 

learning [25]. Masukan dari algoritme Self-Training adalah 

sebuah data yang dibagi menjadi dua, yaitu L=*(     )+   
  dan 

U=*(  )+   
 . L merupakan data yang diberi label, sedangkan 

U adalah data tidak berlabel. Nilai N merupakan jumlah data 

yang telah diberi label dan nilai M merupakan jumlah data 

yang tidak berlabel. M pada umumnya bernilai lebih besar dari 

N. Kerangka umum dari algoritme Self-Training yang 

digunakan diperlihatkan pada Gbr. 3. 

Function Self-Training(L:Labeled Dataset, U:Unlabelled 

Dataset) 

1. C = train(L) 

2. WHILE StopCriteria <> TRUE DO 

3.     L = L + select(label(U, C)) 

4.     C = train(L) 

5. END WHILE 

6. RETURN C 

Gbr. 3  Kerangka algoritme Self-Training. 

Cara kerja algoritme Self-Training dimulai dengan belajar 

dari data L dan berupaya untuk melabeli data U. Sebagian data 

U dipilih dan digabungkan dengan data L yang telah dilabeli 

secara manual sebagai data pelatihan dari classifier C pada 

setiap iterasi. Data U yang dilabeli oleh classifier C sering kali 

mengalami kesalahan pelabelan sehingga perlu adanya 

pemilihan data U yang memiliki nilai confidence hasil 

klasifikasi di atas batas ambang yang disebut dengan  .  

Nilai dari batas ambang confidence tersebut ditentukan 

sebelum algoritme Self-Training bekerja. Proses ini dilakukan 

dengan bantuan fungsi select di baris ketiga pada Gbr. 3. 

Untuk menghitung confidence value dari hasil pelabelan data 

U, digunakan rumus yang dituliskan pada (5).  

          (    )   
 ( ( |  )  (  ))

∑  
( ( |  )  (  )) 

   

. (5) 

Nilai confidence dari sebuah data x terhadap sebuah kelas ci 

didapatkan dari hasil normalisasi softmax dari nilai hasil 

perhitungan probabilitas posterior, yaitu P(c|x)=p(x|c).p(c) 

agar diperoleh nilai rentang 0 sampai 1. Jika nilai sebuah 

confidence sebuah data x di kelas ci di atas nilai  , maka data 

tersebut akan dipilih. 

Proses pembentukan model pada algoritme Self-Training 

dilakukan secara iteratif hingga kondisi berhenti dipenuhi. 

Kondisi berhenti yang digunakan pada makalah ini adalah 

iterasi tidak melebihi batas iterasi yang ditentukan atau proses 

pelabelan data U sudah konvergen. Batas iterasi yang 

ditentukan adalah 200. Algoritme dikatakan konvergen jika 

hasil prediksi dari data U dari iterasi sebelumnya sama dengan 

hasil predisksi data U dari iterasi saat ini. 

Algoritme Naive Bayes sebagai classifier bekerja dengan 

mencari nilai maksimum dari probabilitas posterior kelas 

target jika diberikan sebuah data X. Model matematis dari 

algoritme Naive Bayes ini seperti pada (6).  

 ̂  
      

 
 ( | ) ( )  (6) 

 

dengan X melambangkan data yang diklasifikasi, sedangkan c 

adalah kelas target yang dicari. P(c) mendefinisikan nilai  
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probabilitas prior dari kelas c dan P(X|c) mendefinisikan 

probabilitas data X jika diketahui targetnya adalah c. 

Fitur yang digunakan adalah data kontinu, sehingga 

perhitungan conditional probability di algoritme Naive Bayes 

ini menggunakan fungsi kernel Gaussian. Persamaan untuk 

mendapatkan nilai conditional probability dituliskan dalam (7) 

dan (8). 

    ( | )  ∏  (  | )           (7) 

    (  | )  
 

√     
 
 

 (     )
 

   
 

. (8) 

Variabel µc mendefinisikan rata-rata nilai data Xi pada kelas 

C.  Variabel   
  adalah varian nilai dari Xi di kelas C. 

Sedangkan untuk perhitungan probabilitas prior kelas C 

diperoleh dari (9).  

 ( )  
  

 
. (9) 

Variabel Nc merupakan jumlah kelas C pada data latih, 

sedangkan N adalah jumlah data latih. 

IV. HASIL UJI COBA 

Uji coba yang dilakukan pada penelitian dalam makalah ini 

dibagi menjadi tiga percobaan. Percobaan pertama dilakukan 

untuk melihat dimensi terbaik dari Word2Vec yang digunakan. 

Percobaan kedua dilakukan untuk mengukur kinerja dari 

algoritme Self-Training Naive Bayes dalam melakukan 

klasifikasi teks berita bahasa Indonesia. Pada percobaan ketiga 

dilakukan evaluasi kinerja algoritme Self-Training Naive 

Bayes jika dibandingkan dengan penelitian yang telah 

dilakukan sebelumnya.  

Dalam kategorisasi teks, F1-Score merupakan pengukuran 

kinerja yang sering digunakan [26]. F1-Score merupakan rata-

rata harmonik dari Precision dan Recall. F1-Score 

memberikan gambaran seberapa presisi dan seberapa baik 

model dalam memberikan label klasifikasi. Oleh sebab itu, 

F1-Score digunakan sebagai metode pengukuran kinerja 

algoritme yang ditawarkan pada makalah ini.  

A. Hasil Pengamatan Ukuran Dimensi Word2Vec Skip-Gram 

terhadap Proses Klasifikasi 

Dimensi terbaik akan dilihat dengan menggunakan 

algoritme Naive Bayes dengan metode pengujian cross 

validation. Ukuran/dimensi Word2Vec yang digunakan adalah 

100, 200, 300, 400, dan 500. Nilai k yang digunakan adalah 5, 

10, 15, 20, dan 25. Hasil percobaan disajikan pada Tabel I 

sampai Tabel V. 

Hasil terbaik percobaan dengan Word2Vec dimensi 100 di 

Tabel I diperoleh melalui K=25 dengan nilai Recall, Precision, 

dan F1-Score adalah 94,163%, 94,281%, dan 94,173%. 

Sedangkan rata-rata nilai Recall, Precision, dan F1-Score dari 

hasil percobaan yang dilakukan adalah 94,157%, 94,265%, 

dan 94,168%. 

Percobaan pada Word2Vec dengan ukuran 200 di Tabel II 

memiliki kinerja terbaik ketika pengujian cross validation 

dilakukan dengan nilai K=15, dengan nilai Recall 94,315%, 

nilai Precision 94,415%, dan nilai F1-Score 94,322%. Nilai 

rata-rata dari seluruh percobaan tersebut berada pada angka 

94,305% untuk Recall dan 94,406% untuk Precision, 

sedangkan untuk F1-Score adalah 94,312%.  

TABEL I 

HASIL PERCOBAAN K-FOLD CROSS VALIDATION  UNTUK UKURAN/DIMENSI     

WORD2VEC 100  

No. Nilai K Recall Precision F1-Score 

1 5 94,153% 94,253% 94,164% 

2 10 94,160% 94,262% 94,170% 

3 15 94,153% 94,259% 94,164% 

4 20 94,156% 94,268% 94,167% 

5 25 94,163% 94,281% 94,173% 

Rata-rata 94,157% 94,265% 94,168% 

TABEL II 

HASIL PERCOBAAN K-FOLD CROSS VALIDATION  UNTUK UKURAN/DIMENSI     

WORD2VEC 200  

No. Nilai K Recall Precision F1-Score 

1 5 94,288% 94,385% 94,296% 

2 10 94,308% 94,407% 94,316% 

3 15 94,315% 94,415% 94,322% 

4 20 94,308% 94,415% 94,316% 

5 25 94,305% 94,410% 94,312% 

Rata-rata 94,305% 94,406% 94,312% 

Percobaan dengan dimensi sebesar 300 di Tabel III 
menghasilkan kinerja terbaik dengan nilai K=5 dengan nilai 
Recall 94,234%, nilai Precision 94,328%, dan nilai F1-Score  
94,241%. Untuk hasil percobaan secara keseluruhan diperoleh 
nilai rata-rata kinerja 94,224% untuk Recall, 94,326% untuk 
Precision, dan 94,232% untuk F1-Score. 

TABEL III 

HASIL PERCOBAAN K-FOLD CROSS VALIDATION  UNTUK UKURAN/DIMENSI     

WORD2VEC 300  

No. Nilai K Recall Precision F1-Score 

1 5 94,234% 94,328% 94,241% 

2 10 94,220% 94,319% 94,229% 

3 15 94,220% 94,323% 94,229% 

4 20 94,224% 94,330% 94,232% 

5 25 94,220% 94,330% 94,229% 

Rata-rata 94,224% 94,326% 94,232% 

TABEL IV 

HASIL PERCOBAAN K-FOLD CROSS VALIDATION  UNTUK UKURAN/DIMENSI     

WORD2VEC 400  

No. Nilai K Recall Precision F1-Score 

1 5 94,204% 94,318% 94,210% 

2 10 94,224% 94,340% 94,231% 

3 15 94,220% 94,340% 94,228% 

4 20 94,214% 94,337% 94,221% 

5 25 94,220% 94,349% 94,227% 

Rata-rata 94,216% 94,337% 94,223% 

Pada percobaan Word2Vec dengan dimensi 400 di Tabel IV, 
kinerja terbaik diperoleh pada pengujian cross validation di 
nilai K=10 dengan nilai Recall 94,224%, nilai Precision 
94,34%, dan nilai F1-Score 94,231%. Rata-rata hasil 
percobaan diperoleh pada nilai Recall adalah 94,216%, nilai 
Precision adalah 94,337%, dan nilai F1-Score adalah  
94,223%.  
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TABEL V 

HASIL PERCOBAAN K-FOLD CROSS VALIDATION UNTUK UKURAN DIMENSI     

WORD2VEC 500  

No. Nilai K Recall Precision F1-Score 

1 5 94,302% 94,408% 94,311% 

2 10 94,322% 94,433% 94,332% 

3 15 94,308% 94,429% 94,318% 

4 20 94,315% 94,435% 94,324% 

5 25 93,12% 94,440% 94,320% 

Rata-rata 94,300% 94,415% 94,309% 

Percobaan terakhir dilakukan menggunakan Word2Vec 

dengan dimensi 500. Kinerja terbaik di Tabel V diperoleh 

pada saat pengujian cross validation dengan nilai K=10. Hasil 

yang diperoleh dari pengujian tersebut adalah nilai Recall 

pada angka 94,322%, nilai Precision pada angka 94,433%, 

dan nilai F1-Score pada angka 94,332%. Nilai rata-rata 

kinerja dari hasil percobaan ini adalah 94,3% untuk Recall, 

94,415% untuk Precision, dan 94,309% untuk F1-Score.  

Nilai rata-rata dari pengujian cross validation terbaik 

diperoleh dengan dimensi Word2Vec sebesar 200. Nilai rata-

rata Recall berada pada angka 94,305%, sedangkan nilai rata-

rata Precision pada angka 94,406%, dan nilai rata-rata F1-

Score sebesar 94,312%. 

 

Gbr. 4 Grafik nilai F1-Score untuk algoritme Self-Training Naive Bayes 

dengan percentage-splitting 70%-30%.  

B. Hasil Percobaan Self-Training Naive Bayes di Klasifikasi 

Berita Bahasa Indonesia 

Percobaan Self-Training Naive Bayes menggunakan 

pengujian percentage-splitting. Data yang ada dibagi menjadi 

tiga proporsi data pelatihan dan data pengujian, yaitu 70%-

30%, 80%-20%, dan 90%-10%. Jumlah data pelatihan yang 

diberi label digunakan dengan tiga jenis ukuran, yaitu 10%, 

20%, dan 30% dari jumlah keseluruhan data pelatihan. Uji 

coba algoritme Self-Training Naive Bayes menggunakan 

dimensi Word2Vec terbaik dari percobaan sebelumnya, yaitu 

200. Parameter nilai batas ambang confidence ( )  yang 

digunakan algoritme Self-Training dalam percobaan ini adalah 

0,7 sampai 0,9. Hasil percobaan ditampilkan menggunakan 

grafik pada Gbr. 4 sampai Gbr. 6. 

 

Gbr. 5 Grafik nilai F1-Score untuk algoritme Self-Training Naive Bayes 

dengan percentage-splitting 80%-20%. 

Gbr. 4 merupakan grafik hasil pengujian dengan 

percentage-splitting 70%-30%. Hasil tersebut menunjukkan 

nilai F1-Score terbaik diperoleh dengan pengaturan nilai batas 

ambang confidence adalah 0,72 dengan  jumlah data pelatihan 

yang dilabeli adalah 30%. Gbr. 5 merupakan grafik hasil 

pengujian dengan percentage-splitting 80%-20%.  Hasil 

terbaik diperoleh dari percobaan dengan nilai batas ambang 

confidence adalah 0,71 dengan jumlah data pelatihan yang 

dilabeli adalah 30%. Hasil percobaan pada Gbr. 6 adalah hasil  

percentage-splitting 90%-10%. Hasil percobaan tertinggi 

diperoleh dengan nilai batas ambang confidence adalah 0,74 

dengan jumlah data pelatihan yang dilabeli adalah 20%. Nilai 

F1-Score terbaik yang diperoleh adalah 0,9417 dengan 

pengujian percentage-splitting 90%-10% dan nilai batas 

ambang confidence sebesar 0,74. Jumlah data pelatihan yang 

digunakan dalam hasil tersebut adalah 5.330 data pelatihan 

yang diberi label dan 21.299 data pelatihan yang tak berlabel.  

Dari ketiga grafik yang disajikan dapat disimpulkan bahwa 

kinerja terbaik diperoleh pada distribusi data pelatihan 

163



 JNTETI, Vol. 7, No. 2, Mei 2018 

ISSN 2301 – 4156  Joan Santoso: Self-Training Naive Bayes Berbasis ... 

berlabel dengan jumlah 20% dari total data pelatihan. Hal ini  

dapat dilihat dari garis lurus di Gbr. 4 sampai Gbr. 6 yang 

memiliki rata-rata kinerja lebih baik jika dibandingkan dengan 

garis lainnya.  

 

Gbr. 6 Grafik nilai F1-Score untuk algoritme Self-Training Naive Bayes 

dengan percentage-splitting 90%-10%. 

C. Evaluasi Perbandingan Kinerja Algoritme Self-Training 

Naive Bayes dengan Penelitian Sebelumnya 

Pada bagian ini dilakukan evaluasi perbandingan kinerja 

algoritme Self-Training Naive Bayes dengan algoritme yang 

telah digunakan pada penelitian sebelumnya. Perbandingan 

kinerja yang pertama dilakukan dengan penelitian klasifikasi 

artikel Wikipedia menggunakan pendekatan supervised 

learning [6]. Penelitian tersebut merupakan bagian dari 

preprocessing dari pembangunan sebuah ontology bahasa 

Indonesia. Algoritme yang digunakan adalah Multinomial 

Naive Bayes yang dimodelkan secara pararel dengan Map 

Reduce menggunakan fitur bag-of-words.  

Uji coba dilakukan dua kali untuk membandingkan kinerja 

usulan metode dengan algoritme dari penelitian sebelumnya. 

Dimensi Word2Vec yang digunakan sebagai fitur pada 

percobaan yang dilakukan adalah 200. Data yang digunakan 

dalam uji coba pertama berasal dari penelitian sebelumnya [6]. 

Data pelatihan yang digunakan berjumlah 2.000 artikel yang 

terdiri atas dua topik, yaitu hewan dan tumbuhan.  

Pengujian dilakukan dengan ukuran data pengujian sesuai 

dengan penelitian sebelumnya, yaitu 200, 500, dan 1.000 

artikel. Metode evaluasi yang digunakan untuk percobaan 

pertama adalah akurasi. Hasil kinerja dari percobaan pertama 

ini disajikan pada Tabel VI. 

TABEL VI 

HASIL PERBANDINGAN KINERJA SELF-TRAINING NAIVE BAYES DENGAN 

MULTINOMIAL NAIVE BAYES DI PENELITIAN SEBELUMNYA MENGGUNAKAN 

DATA WIKIPEDIA BAHASA INDONESIA 

No. Jumlah Data 

Pengujian 

Multinomial Naive 

Bayes 

Self-Training 

Naive 

Bayes 

1 200 artikel 98,4 % 97,2%  

(ε = 0,8, jumlah 

data berlabel = 

30%) 

2 500 artikel 98,8 % 97,8%  

(ε = 0.8, jumlah 

data berlabel = 

30%) 

3 1.000 artikel 98,1% 96,1% 

(ε = 0,78, 

jumlah data 

berlabel = 20%) 

Percobaan Self-Training Naive Bayes pada data pengujian 

berjumlah 200 artikel memperoleh nilai akurasi terbaik 97,2% 

dengan parameter batas ambang confidence (ε) adalah 0,8. 

Data latih yang diberi label berjumlah 30% dari total 

keseluruhan data pelatihan. 

Self-Training Naive Bayes mendapatkan akurasi 97,8% 

pada data pengujian dengan jumlah 500 artikel. Hasil ini 

diperoleh dengan parameter batas ambang confidence (ε) 

adalah 0,8. Jumlah data yang diberi label adalah 30% dari data 

pelatihan yang digunakan.  

Pada percobaan dengan jumlah 1.000 artikel, Self-Training 

Naive Bayes mampu memperoleh nilai akurasi 96,1%. 

Parameter batas ambang confidence (ε) yang digunakan adalah 

0,8 dengan data yang diberi label berjumlah 20% dari 

keseluruhan data pelatihan. Pendekatan semi-supervised 

learning pada makalah ini dapat memberikan kinerja dengan 

beda rata-rata nilai akurasi 1,4% jika dibandingkan dengan 

hasil dari algoritme supervised learning dari penelitian 

sebelumnya.  

Percobaan kedua dilakukan dengan pengujian percentage-

splitting dengan pembagian 70-30 dan 80-20. Data yang 

digunakan pada percobaan kedua ini adalah berita bahasa 

Indonesia di penelitian dalam makalah ini. Evaluasi dilakukan 

dengan menggunakan nilai F1-Score. Hasil dari percobaan 

kedua diperlihatkan pada Tabel VII. 

Kinerja dari algoritme Multinomial Naive Bayes di 

percobaan kedua memberikan nilai F1-Score 98,18% untuk 

pengujian percentage-splitting 70-30. Nilai F1-Score terbaik 

untuk algoritme Self-Training Naive Bayes pada pengujian 

percentage-splitting mencapai 93,79%. Parameter batas 

ambang confidence (ε) terbaik yang diperoleh adalah 0,76. 

Data yang diberi label secara manual pada percobaan ini 

berjumlah 20% dari total data pelatihan.  

Algoritme Multinomial Naive Bayes di percobaan kedua 

untuk pengujian percentage-splitting 80-20 menghasilkan 

nilai F1-Score 98,29%. Algoritme Self-Training Naive Bayes 

yang ditawarkan pada pengujian percentage-splitting 80-20 di 

percobaan kedua memberikan nilai F1-Score 93,96%. 

Parameter batas ambang confidence (ε) terbaik yang 
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digunakan dalam percobaan adalah 0,71. Data yang diberi 

label secara manual di percobaan ini berjumlah 30% dari 

keseluruhan total data pelatihan. Beda rata-rata hasil nilai F1-

Score dari pendekatan semi-supervised learning dan 

supervised  learning pada percobaan ini adalah 6,5 %. 

TABEL VII 

HASIL PERBANDINGAN KINERJA SELF-TRAINING NAIVE BAYES DENGAN 

MULTINOMIAL NAIVE BAYES DI PENELITIAN SEBELUMNYA MENGGUNAKAN 

DATA BERITA BAHASA INDONESIA 

No. 
Percentage-

Splitting 

Multinomial Naive 

Bayes  

Self-Training 

Naive Bayes 

F1-Score F1-Score 

1 70-30 

(Data Pelatihan : 
20.711dan Data 

Pengujian : 

8.876) 

98,18 % 93,79%  

(ε = 0,76, 

jumlah data 

berlabel = 20%) 

2 80-20 

(Data Pelatihan : 
23.670 dan Data 

Pengujian : 

5.917) 

98,29 % 93,96%  

(ε = 0,71, 

jumlah data 

berlabel = 30%) 

Perbandingan kinerja yang kedua dilakukan dengan 

klasifikasi berita online bahasa Indonesia pada penelitian 

sebelumnya [21]. Data yang digunakan dalam percobaan 

tersebut berjumlah 5.000 berita dari CNN Indonesia. Hasil 

kinerja terbaik di penelitian tersebut didapatkan dari 

kombinasi TF-IDF dan algoritme Multinomial Naive Bayes. 

Kinerja terbaik diperoleh dengan nilai Precision 98,41519%, 

nilai Recall 98,4%, dan nilai F1-Score diperoleh 98,407%.  

Percobaan algoritme Self-Training Naive Bayes yang 

diusulkan menggunakan jumlah data hampir enam kali lebih 

besar jika dibandingkan jumlah data dari percobaan 

sebelumnya [21]. Penggunaan jumlah data pelatihan yang 

diberi label secara manual di penelitian ini lebih sedikit dan 

hasil kinerja nilai F1-Score terbaik hanya berbeda 4,28% jika 

dibandingkan dengan penelitian sebelumnya.   

V. KESIMPULAN 

Penggunaan model Word2Vec Skip-Gram sebagai fitur 

dalam kategorisasi teks memberikan nilai rata-rata F1-Score 

terbaik adalah 94,312% dengan dimensi terbaik adalah 200. 

Hasil rata-rata nilai F1-score dari seluruh percobaan dengan 

ukuran/dimensi yang berbeda-beda berada di angka mendekati 

94%. Dari hasil percobaan yang dilakukan, dapat disimpulkan 

perubahan ukuran/dimensi dari Word2Vec tidak berpengaruh 

kepada hasil klasifikasi secara signifikan.  

 Penentuan nilai batas ambang confidence juga menentukan 

kinerja dari algoritme Self-Training Naive Bayes yang 

diusulkan. Hasil terbaik dari algoritme Self-Training Naive 

Bayes diperoleh dengan nilai F1-Score 0,9417 atau 94,17%. 

Hasil ini diperoleh dari pengujian percentage-splitting 90%-

10% dengan parameter nilai batas ambang confidence (ε)  

adalah  0,74. Data yang diberi label hanya berjumlah 10% dari 

keseluruhan data latih. Secara umum, data diberi label 

sejumlah 20% dari total data pelatihan memiliki kinerja lebih 

baik dibandingkan dengan distribusi jumlah data berlabel 

lainnya. Hal ini dibuktikan dengan kinerja yang digambarkan 

oleh garis lurus pada Gbr. 4 sampai Gbr. 6.  

Algoritme Self-Training Naive Bayes menggunakan data 

pelatihan yang telah dilabeli oleh pakar dengan jumlah lebih 

sedikit mampu mendekati kinerja dari algoritme supervised 

learning pada penelitian sebelumnya. Perbandingan dilakukan 

dengan dua penelitian sebelumnya. Hasil perbandingan 

dengan penelitian sebelumnya di Tabel VI memiliki selisih 

rata-rata sebesar 1,4%. Hasil perbadingan di Tabel VII 

memiliki selisih rata-rata sebesar 6,5% jika dibandingkan 

dengan penelitian yang dilakukan sebelumnya. Perbandingan 

kinerja terbaik dengan penelitian sebelumnya memberikan 

selisih sebesar 4,28% dengan jumlah data yang digunakan di 

makalah ini hampir enam kali lebih besar.  

Pada penelitian mendatang, akan dicoba untuk menerapkan 

algoritme semi-supervised learning ini pada algoritme Deep 

Learning untuk melakukan klasifikasi teks. Upaya lain yang 

dilakukan dalam penelitian mendatang ialah penggunaan word 

vector selain Word2Vec, antara lain Glove dan FastText 

sebagai fitur klasifikasi. 
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